
2주차 읽기자료: 정상상태 MLP 학습과 평가

1. 하나의 반응기, 세 정상상태 출력

1차 연속반응 A → B → C에서 각 시간 미분을 0으로 놓으면 A, B, C 순서로 정상 농도를 구할 수 있다.

𝐶𝐴 =
𝐶Af

1 + 𝑘1𝜏

𝐶𝐵 = 𝑘1𝜏𝐶Af
(1 + 𝑘1𝜏) (1 + 𝑘2𝜏)

𝐶𝐶 = 𝑘2𝜏𝐶𝐵

330 K에서 첫 번째와 두 번째 반응의 속도상수는 0.2/min, 0.1/min이다. 체류시간 5 min·유입 농도 1.2
mol/L이면 세 농도는 [0.6, 0.4, 0.2] mol/L다. 합은 1.2다. 정상상태 학습 행 하나의 label이 된다.

입력은 [T, τ, C_Af], 출력은 [C_A, C_B, C_C]다. 한 행은 하나의 정상상태 운전 조건이다.
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2. 학습 전에 파라미터 수 계산하기

Dense layer는 입력–출력 쌍마다 weight 하나, 출력마다 bias 하나를 갖는다. 정상상태 MLP는 3 → 32 → 32
→ 3이다.

Layer 개수

첫 hidden layer 3 × 32 + 32 = 128

두 번째 hidden layer 32 × 32 + 32 = 1056

Output layer 32 × 3 + 3 = 99

합계 1283

ℎ1 = ReLU(𝑊1x̃ + 𝑏1 )

ℎ2 = ReLU(𝑊2ℎ1 + 𝑏2 )

𝑧̂ = 𝑊3ℎ2 + 𝑏3

ReLU는 hidden pre-activation마다 max(0, 값)을 적용한다. Linear output은 음수 농도도 반환할 수 있으므로,
비음성과 농도 합의 일관성을 따로 평가해야 한다.
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3. Scaling은 loss의 강조점을 바꾼다

입력 scaling에는 명시한 bounds를 사용한다. 출력 표준화의 평균·표준편차는 train 데이터에서만 계산한다.
농도 오차를 보고할 때는 물리 단위로 되돌린다.

x̃ 𝑗 = 2𝑥𝑗 − 𝑙𝑗
𝑢𝑗 − 𝑙𝑗

− 1

𝑧𝑗 =
𝑦𝑗 − 𝜇𝑗
𝑠𝑗

, 𝑦̂𝑗 = 𝜇𝑗 + 𝑠𝑗𝑧̂𝑗

𝐿 =
1
3𝑁

𝑁

∑
𝑛 = 1

3

∑
𝑗 = 1

( 𝑧̂𝑛, 𝑗 − 𝑧𝑛, 𝑗 )
2

Raw squared error에는 train 표준편차 제곱의 역수가 가중치로 붙는다. A의 표준편차가 약 0.283, B가
0.110이면, 같은 raw squared error에 B는 A보다 약 6.62배의 가중치를 받는다.

이는 가중치 선택의 의미이며 더 좋은 예측을 보장하지 않는다. 성분별 test RMSE와 농도 합 residual을
비교한다. PyTorch 공식 MSE 정의도 확인할 수 있다.
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https://docs.pytorch.org/docs/stable/generated/torch.nn.MSELoss.html


4. Backward 한 번, 파라미터 갱신 한 번

3 → 2 → 3 network의 초기값을 W1 = [[1, 0, 0], [0, 0, 1]], W2 = [[1, 0], [0, 1], [1,
1]], bias는 모두 0으로 둔다. 입력 [1, 0, −1]에 대한 hidden pre-activation은 [1, −1], ReLU 출력은 [1, 0],
예측은 [1, 0, 1]이다. Target [0, 1, 0]에 대한 오차는 [1, −1, 1]이다.

𝛿2 = 𝑒, 𝛻𝑊2𝐿 = 𝑒ℎ𝑇 = [
1 0
-1 0
1 0

]

𝛿1 = (𝑊2
𝑇𝑒) ⊙ [ 10 ] = [ 20 ]

𝛻𝑊1𝐿 = 𝛿1𝑥𝑇 = [ 2 0 -2
0 0 0 ]

Output weight의 gradient는 오차 × hidden activation의 전치다. Hidden 오차에는 output weight와 ReLU
미분이 들어간다. 음수 pre-activation에서는 그 성분의 gradient가 막힌다.

Bias gradient는 해당 오차 벡터다. 학습률 0.1로 weight와 bias를 모두 갱신하면 다음 예측은 [0.26, 0.14,
0.26]이다. Loss ½‖예측 − target‖²는 1.5에서 0.4374로 줄어든다.

PyTorch autograd가 이 chain rule 계산을 자동 수행한다. Notebook에서 손 계산을 확인한다.
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https://docs.pytorch.org/tutorials/beginner/basics/autogradqs_tutorial.html


5. 학습 loop를 계산 순서로 읽기

한 batch에서는 예측과 loss를 계산하고, 이전에 누적된 parameter gradient를 지운 뒤, 현재 loss를 미분하고
optimizer 갱신을 적용한다.

prediction = model(inputs)
loss = loss_function(prediction, targets)
optimizer.zero_grad()
loss.backward()
optimizer.step()

loss.backward()는 gradient를 계산하고 optimizer.step()은 파라미터를 바꾼다. Gradient를 지우지
않으면 다음 backward 계산이 기존 gradient에 누적된다.

Epoch 뒤 validation loss를 평가하고 최솟값의 weight를 보관한다. Test는 파라미터 학습과 모델 선택에
사용하지 않는다. 예측 지표는 출력 표준화를 되돌린 뒤 계산한다.

원문 해설: PyTorch 학습 loop, 모델 구성.
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https://docs.pytorch.org/tutorials/beginner/basics/optimization_tutorial.html
https://docs.pytorch.org/tutorials/beginner/basics/buildmodel_tutorial.html


6. 독립 예측을 진단하기

기준값이 [0.6, 0.4, 0.2] mol/L이고 predictor가 [0.62, 0.39, 0.19] mol/L를 반환한다고 하자.

성분별 오차는 [0.02, −0.01, −0.01] mol/L다. 두 농도 합은 모두 1.2이므로 농도 합 residual은 0이다. 전체
농도가 맞아도 각 성분이 정확한 것은 아니다.

확인: Test 보고서에 어떤 지표가 필요한가? 모델을 선택할 때 어떤 데이터를 사용해야 하는가?

확인 답: 물리 단위의 A·B·C RMSE, 농도 합 residual, 최소 예측 농도를 보고한다. Train으로 학습하고
validation으로 선택하며, test는 두 단계에 사용하지 않는다.

2주차 필수 실습으로 돌아간다.
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https://sunboogermany.github.io/courses/surrogate-models/week-02/

